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大模型时代下的存储系统
挑战与技术发展
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摘要
大语言模型（简称大模型）在文本和视觉处理等复杂任务中表现出色，受到工业界和学术界的广泛关注。

大模型的训练与推理高度依赖于GPU算力，而GPU的显存容量有限且属于易失性存储介质，难以满足大

模型在训练和推理过程中的存储需求。深入分析了大模型时代下存储系统面临的挑战：一是大模型的数据

呈现高度碎片化特征，且大模型数据语义稀疏化显著，这降低了存储系统的利用率；二是大模型训练与推

理对数据的读写带宽需求高，但异构存储介质间的数据传输通信开销大，这增加了利用异构存储介质扩展

GPU显存的难度；三是大模型训练过程中的容错需求高，但直接使用以CPU为中心的容错技术会带来高昂

的开销。针对上述挑战，从数据管理、存储扩容和数据容错3个方面总结了现有的解决方案。最后，展望

了未来大模型时代存储系统的发展趋势。
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Abstract
Large language models have shown exceptional performance in complex tasks, such as text and visual processing, 
drawing significant attention from industry and academia. Both the training and inference phases of large language 
models are heavily reliant on GPU computational power. However, the limited capacity and volatility of GPU memory 
pose significant challenges in meeting the storage demands during these phases. This paper conducts an in-depth 
analysis of the challenges faced by storage systems in the era of large language models: (1) the data of large language 
models exhibits a high degree of fragmentation, and sparse semantic representation further reduces storage system 
efficiency; (2) large language model training and inference demand high data read/write bandwidth, but the high 
communication overhead associated with data transfer across heterogeneous storage media complicates the expansion 
of GPU memory using these media; (3) the fault tolerance requirements during large language model training are 
stringent, yet directly applying CPU-centric fault tolerance techniques incurs prohibitive costs. To address these 
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0　　引言

OpenAI 推 出 的 人 工 智 能 聊 天 机 器 人

ChatGPT 引发了工业界和学术界对大语言

模型 （即大模型） 及相关应用的广泛关注。

大模型凭借其卓越的理解与生成能力，已

被广泛应用于金融、教育、艺术设计、游

戏、医药和文化娱乐等多个领域。规模理

论[1] 指出大模型优异的算法性能得益于模

型 参 数 量 的 增 长 。 例 如 ， Google 公 司

2017 年推出的 Transformer 模型[2]采用自

注意力机制提高了文本并行处理能力，该

模型参数规模首次突破亿级。OpenAI 公司

2020 年发布了 GPT-3，其参数规模达到

了千亿级别，在文本生成方面展现出极高

的连贯性和多样性。2024 年，Meta 公司

推出的 Llama 3.1 的参数规模较 GPT-3 提

升了两倍，其不仅在文本处理上取得了更

高的精度，还在多模态任务中展现出优异

的算法性能。

随着大模型规模的不断增长，其在训

练和推理过程中产生的数据量不断增加，

对存储的需求也日益提升[3]。但是，大模

型时代下的存储系统以 GPU 为中心，这给

存储系统带来了新的挑战。首先，GPU 的

存算资源具有强耦合的特点。在大模型训

练与推理过程中，模型数据 （如模型参数、

KV Cache 等） 需 存 储 在 高 读 写 带 宽 的

GPU 显存中，以匹配高吞吐的计算资源。

然而，GPU 的存储资源增长与大模型存储

需求增长不匹配，这使得 GPU 的计算资源

受存储资源限制，导致其计算资源难以被

充分利用。如图图 11 所示，从 Transformer

到 GPT-3，模型训练计算量每翻一倍，模

型参数量就会增长 20%；而 GPU 硬件的算

力每翻一倍，存储容量仅增长 8%。其次，

以 GPU 为中心的存储系统的故障概率高。

大模型训练通常需要耗费海量的计算资源

和大量时间，增加了训练过程中出现软硬

件 故 障 的 风 险 。 例 如 ， Meta 团 队 在 训 练

OPT-175B 时 出 现 了 百 余 次 故 障 [4] ， 其

中 最 长 的 一 段 连 续 无 故 障 训 练 时 间 仅 为

2.8 天。然而，由于 GPU 显存属于易失存
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图 1　模型训练存算需求与 GPU 存算资源增长趋势

challenges, existing solutions are summarized from three perspectives: data management, storage expansion, and fault 
tolerance. Finally, the future development trends of storage systems in the era of large language models are discussed.
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large language model, storage system, data management, storage scalability, data fault tolerance
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储介质，故障会造成训练数据丢失。

针对大模型时代下存储资源稀缺的问

题，存储系统不仅需要精细化管理训练与推

理过程中的数据[5]，以充分利用有限的存储

硬件资源，还需要考虑如何利用 GPU 服务

器中各类异构存储资源，以扩充有限的 GPU

显存。同时，针对大模型时代下存储故障频

发的问题，存储系统的设计不仅要增强数据

的容错性，还要降低数据容错的开销，以减

少对计算性能的影响。

本文将分别探讨大模型时代存储系统

在数据管理、存储扩容和数据容错方面面

临的挑战，并梳理现有研究工作针对这些

挑战提出的解决方案；从绿色存储、云端

协同存储以及系统与算法协同设计 3 个角

度，对未来面向大模型的存储系统的发展

趋势进行展望。

1　　大模型时代下的数据管理

大模型训练与推理阶段均会产生大量

的临时数据，这些数据展现出独有的特性。

本节将从大模型训练与推理阶段出发，分

析数据特征及其对存储系统数据管理的挑

战 ， 并 进 一 步 探 讨 应 对 这 些 挑 战 的 解 决

思路。

1.1　大模型数据特征与管理挑战

1.1.1　训练阶段

大模型训练会产生大量临时数据 （如

激活量与梯度），且临时数据会在产生后的

较长时间后再次被使用。如图图 22 所示，大

模型训练主要包括前向传播、反向传播和

参数更新 3 个阶段。首先，在前向传播阶

段，训练数据依次通过模型的各层进行计

算，并产生激活量。激活量不仅作为下一

层的输入，还会被保存以供反向传播使用。

其次，前向传播结束后，计算结果与训练

数据的标签比对，生成损失 （即误差） 用

于反向传播。在反向传播阶段，误差以与

前向传播相反的方向，与各层参数以及前

向传播中保存的该层激活量进行计算，并

产生每一层参数对应的梯度。当某层的梯

度计算完成后，其激活量可被释放，而梯
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图 2　大模型训练中各阶段的数据依赖
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度数据需要被保留用于参数更新。最后，

在参数更新阶段，优化器根据保存的梯度

以及其自身的参数 （如学习率、动量等）

更新模型的参数。同时，优化器的内部参

数也会根据当前的梯度信息进行更新。参

数更新完成后，上一版本的模型参数、梯

度数据以及优化器参数被释放。训练模型

会使用更新后的模型参数与新的训练数据

重复上述过程，逐步提升模型的性能。

大模型的训练模式导致临时数据使用

率 低 ， 降 低 了 GPU 有 限 显 存 空 间 的 利 用

率。例如，梯度数据需等待反向传播计算

结束后才被用于参数更新；前向传播时每

一层计算得到的激活量需要在反向传播计

算后才能被释放。这些临时数据会在产生

较长时间后再次被使用，导致 GPU 有限的

存储资源长期被占用。

1.1.2　推理阶段

在大模型推理阶段，人们难以预测每个

请求生成的临时数据量 （即 KV Cache）。

大模型采用自回归的方式生成每个字 （即

token），即将之前的生成结果作为下一步

的输入，直至产生终止符。这种方式确保

了模型在推理中的每一步都能充分利用上

下文信息。为了提高推理效率，大模型推

理引入了 KV Cache 机制，即缓存每一层

已生成的 Key 和 Value，这样在每一步计

算时不需要重复计算已生成的部分，从而

大幅提升推理速度。如图图 33 所示，第 1 步，

“ 大 ” 字 作 为 大 模 型 的 输 入 并 计 算 得 到

“模”字，计算得到的 KV 值被保存在显存

中；第 2 步，前一步输出得到的“模”字

与 KV Cache 作为输入并计得到“型”字。

KV Cache 的大小会随着序列生成过程逐

步增加，但每个请求的序列长度难以预测，

因 此 最 终 生 成 的 KV Cache 数 据 量 难 以

确定。

大模型推理特有的 KV Cache 为存储

系统带来了以下挑战。

（1） 存储碎片化严重

首先，推理系统需为每个请求预留其

KV Cache 所需的显存空间，这会导致产

生显存内部碎片。由于每一个请求的 KV 

Cache 数据量不可预测，系统需要预留最

长输出序列对应的 KV Cache 所需的显存

空间，以保证推理过程中的显存需求，但

大 部 分 预 留 显 存 在 推 理 过 程 中 不 会 被 使

用 ， 这 导 致 GPU 显 存 内 部 碎 片 的 产 生 。

如图图 44 所示，分配给请求 1 的显存空间仅

存 储 了 “ 大 模 型 系 ” 4 个 字 对 应 的 KV 

Cache， 其 他 剩 余 的 显 存 空 间 均 被 浪 费 。

其次，剩余显存空间小于所需预留的显存

大 小 ， 导 致 产 生 GPU 内 的 外 部 碎 片 。 例

如，GPU1 仅剩余 4 个字对应的 KV Cache

所需的显存空间，而新请求需要预留 12 个

字对应的 KV Cache 所需的显存空间，这

导 致 GPU1 中 剩 余 显 存 不 能 被 使 用 。 最

后 ， GPU 间 也 存 在 外 部 碎 片 。 例 如 ， 虽

然图图 44 中的剩余显存容量总和可以满足新

请求的显存预留需求，但这些剩余显存容

量 分 布 在 多 张 GPU 中 ， 无 法 分 配 给 单 个

新请求。

（2） KV Cache 语义稀疏降低存储效率

大 模 型 使 用 注 意 力 机 制 计 算 KV 

Cache 间的相关性分数，以建模句子中单
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图 3　大模型推理流程
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词之间的关系。然而，语言中存在大量无

实义或信息重复的单词，它们与其他词的

相关性较低，对计算的影响小。例如，“大

模型的系统”中“的”字在相关性分数表

中与其他字的相关性低。根据研究人员测

算，在主流模型中，KV Cache 的稀疏度可

达 90%[6]。 在 LLaMA-13B 中 ， 多 达 95%

的 KV Cache 重要性较低，这些 KV Cache

可以被丢弃而不影响模型的精度。存储这

些语义稀疏的 KV Cache 占用了大量的存储

容量，且未对推理精度带来收益。

1.2　大模型数据管理技术

1.2.1　训练阶段的数据管理技术

本节将介绍现有工作如何解决大模型

训练阶段临时数据存储效率低的问题。

（1） 前向传播激活量

现 有 研 究 基 于 “ 以 算 强 存 ” 的 思 想 ，

采用前向传播激活量检查点与重算的方案，

以缓解前向传播激活量长期占用显存的问

题。具体而言，在前向传播过程中，系统

仅保留少量前向传播激活量作为检查点，

其余激活量被释放。当反向传播需要使用

这些已释放的前向传播激活量时，系统使

用激活量检查点重新执行前向传播，恢复

先前被丢弃的激活量。

在选择需要保留和丢弃的前向传播激

活量时，Chen 等[7]提出了 3 种检查点选择

算法：一是优先选择批归一化和池化等计

算开销较低的操作，以避免大量额外计算

成本；二是采用贪心策略将超出内存限制

的激活量标记为检查点；三是使用递归手

段逐步扩展子模型范围，寻找最优检查点

方 案 。 此 外 ， 伯 克 利 大 学 提 出 的

Checkmate[8] 将模型训练流程形式化为数

学模型，并通过线性规划求解最优的激活

量检查点配置方案。

（2） 反向传播梯度

针对反向传播中梯度长期占用显存的

问题，现有研究将梯度数据暂存至 DRAM

或 者 SSD 中 。 如 微 软 提 出 的 ZeRO-

Offload 系统[9] 将梯度数据卸载至 DRAM。

ZeRO-Offload 的 研 究 团 队 观 察 到 ： 若 在

参数更新阶段将梯度数据重新传输至 GPU

显存，由于此阶段计算密度较低，数据迁
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移带来的额外通信开销难以被计算掩盖。

因此，ZeRO-Offload 将计算密度较低的参

数更新计算协同卸载至 CPU。此外，为减少

更 新 后 参 数 上 传 至 显 存 的 开 销 ， ZeRO-

Offload 采用了混合精度方案。具体来说，

其采用 FP32 进行参数更新以保证模型精度，

在数据传输时使用 FP16 以降低数据传输的

成本。最后，ZeRO-Offload 并行执行数据

传输和计算，利用计算隐藏通信开销。

1.2.2　推理阶段的数据管理技术

（1） 减少 KV Cache 碎片

为减少单 GPU 的内部碎片与外部碎片，

vLLM[10]采用了块粒度的显存分配方案。具

体来说，vLLM 将用于存放 KV Cache 的物

理显存划分为定长的块。在推理过程中，

vLLM 首先为每一个请求分配独立的虚拟显

存空间。随着请求输出序列的增长，vLLM

按需为每块虚拟显存分配对应的物理显存，

并将虚拟显存块与物理显存块的映射记录

在映射表中。如图图 55 所示，请求 1 的虚拟显

存中的块 1 映射到 GPU 物理显存中的块 2。

而请求 1 和请求 2 的虚拟显存中的块 3 均未

被使用，因此暂时未为其分配实际的 GPU

物理显存块，这减少了 GPU 显存的内部碎

片。此外，vLLM 利用映射表减少请求间的

冗余数据存储。具体来说，若不同请求中

包含相同序列，vLLM 会将这些相同序列对

应的 KV Cache 虚拟显存块映射至相同的物

理显存。如图图 55 所示，请求 1 和请求 2 的虚

拟显存中块 1 均存储了“大模型系”对应的

KV Cache，因此 vLLM 将请求 1 和请求 2

的虚拟显存块 1 映射到相同的物理显存块

2，这进一步降低了 GPU 的显存容量开销。

针 对 GPU 间 的 外 部 显 存 碎 片 ，

Llumnix[11] 提 出 了 GPU 间 动 态 请 求 迁 移

方案。其核心思想是：将 KV Cache 在不

同 GPU 间进行迁移，以合并不同 GPU 内

的 显 存 碎 片 ， 从 而 满 足 新 请 求 的 显 存 需

求。如图图 66 所示，新到达的请求需要预留

12 个 字 对 应 的 KV Cache 大 小 的 显 存 空

间。虽然 GPU1 和 GPU2 中的剩余显存空

间总和可以满足新请求的存储容量需求，

但这些剩余的显存空间分散在不同的 GPU

上 ， 无 法 直 接 分 配 给 新 的 请 求 。 因 此 ，

Llumnix 将 GPU1 中 的 某 一 请 求 对 应 的

KV Cache 迁 移 至 GPU2 中 ， 并 将 2 个

GPU 的剩余显存空间集中至 GPU1 中，以

满 足 新 请 求 KV Cache 的 存 储 容 量 需 求 。

为隐藏请求在不同 GPU 间迁移带来的通信
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开销，Llumnix 并行进行计算和 KV Cache

迁移，以使用计算隐藏通信开销。

（2） 提高存储数据的语义密度

现 有 研 究 基 于 语 义 信 息 对 KV Cache

进行缩减，从而提高存储的语义密度。这

些方法主要分为两类。

一类使用剪枝技术来缩减 KV Cache。

剪枝方法分为基于窗口的剪枝[12]、基于重

要 性 的 剪 枝[6] 以 及 基 于 金 字 塔 结 构 的 剪

枝[13]。基于窗口的剪枝仅保留序列的开头

与窗口长度内的 KV Cache；基于重要性的

剪枝根据重要程度删除对结果无贡献的 KV 

Cache。在这两种方案中，模型每一层删减

的 KV Cache 的位置均相同。而基于金字塔

结构的剪枝则放宽了这一限制，该方法在

每一层保留的 KV Cache 的数量和位置均不

同 。 例 如 ， 它 会 保 留 底 层 所 有 的 KV 

Cache，以及顶层较少的关键 KV Cache。

另一类通过修改大模型推理流程减少

KV Cache 的存储需求。其中，清华大学

提出了基于隐藏状态的 KV Cache 恢复方

案[14]。如图图 77 所示，其利用输入压缩得到

的 中 间 状 态 代 替 KV Cache； 在 计 算 时 ，

通过重计算的方式恢复 Key 与 Value，从

而进行标准的注意力计算。该方案在仅增

加 15% 计 算 开 销 的 前 提 下 ， 可 将 KV 

Cache 体积压缩 50%。

2　　大模型时代下的存储扩容

除显存外，GPU 服务器里还有 DRAM、

SSD 等其他的存储介质，这些存储介质的容

量更大且价格更低[15-16]，并且其扩展更加灵

活，可以与 GPU 计算资源扩展解耦。在大

模型训练与推理过程中使用 DRAM 或 SSD

可以支持更大规模的模型。本节将分析在大

模型训练与推理中使用 DRAM 或 SSD 带来

的挑战，并介绍现有研究的解决方案。

2.1　大模型时代下的存储扩容挑战

受限于链路带宽或存储介质的读写带

宽，GPU 读写 DRAM 与 SSD 的带宽远低于

GPU 读写显存的带宽。如表表 11 所示，GPU

读写本地显存的带宽为 TB/s 级别，而 GPU

读写 DRAM 与 SSD 的带宽为 10 GB/s 级别。

然而，大模型训练与推理对数据的读

写带宽要求高，直接使用异构存储介质会

影响 GPU 的计算。以 GPT-3 为例，在训

练阶段，单步训练需要访问约 1 TB 的数据

（包括模型参数、激活量、优化器参数以及

梯度等）。通过 PCIe （32 GB/s） 在 GPU

显 存 与 DRAM 之 间 传 输 这 些 数 据 需 要 约

*6 ? >

= D + *

* : 0

* * > =

; �

GPU1 GPU2

8
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图 6　GPU 间动态请求迁移
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图 7　基于隐藏状态的 KV Cache 恢复方案
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32 s，而 GPT-3 单步训练的计算时间仅约

10 s。在推理阶段，当 GPT-3 的推理批大

小为 32 且生成序列长度为 2 000 个字时，

推理过程会产生约 200 GB 的 KV Cache。

通过 PCIe 在 GPU 显存与 DRAM 之间传输

所 有 模 型 参 数 和 KV Cache 需 要 约 17 s，

而 用 户 的 单 字 推 理 延 迟 需 求 通 常 仅 为

100 ms 级别。因此，直接使用异构存储介

质会导致数据传输开销远高于计算开销，

使数据通信成为瓶颈，进而导致 GPU 计算

资源无法被充分利用。

2.2　大模型时代下的存储扩容技术

大模型训练通常采用批处理的方式以

充分利用 GPU 计算资源，因此其对数据读

写吞吐需求高；推理阶段则更注重低延迟，

以提升用户体验。因而，针对大模型的存

储扩容工作被分为训练阶段的存储扩容和

推理阶段的存储扩容。

2.2.1　训练阶段的存储扩容

现有系统会利用 GPU 服务器中的聚合

带宽与高速链路对显存进行扩容，以满足

大模型训练阶段对吞吐的要求。GPU 集群

中聚合PCIe带宽与服务器数量成正比，例如

64 台 DGX-2 的聚合 PCIe 带宽为 4 TB/s。

此外，GPU 集群中还存在一些高速链路。

例 如 ， GPU 间 高 速 互 联 的 通 信 链 路

NVLink 可 实 现 单 向 300 GB/s 的 GPU 间

通信；通过 InfiniBand 互联的服务器间的

通信带宽可达 25 GB/s。为充分利用上述

通 信 资 源 ， 微 软 提 出 的 高 性 能 训 练 系 统

ZeRO-Infinity[17]将模型数据条带化存储至

多 个 DRAM 或 者 SSD 上 ， 以 利 用 聚 合

PCIe 带 宽 将 数 据 快 速 上 传 至 GPU 显 存 ，

利用高速链路聚合每张 GPU 上由 PCIe 上

传的分块数据。

在 ZeRO-Infinity 中，单张 GPU 需要

向所有 GPU 广播模型参数与梯度数据，导

致 GPU 间数据通信量大。然而，在不支持

NVLink 的 GPU （如 消 费 级 GPU） 上 ，

GPU 的卡间通信以及 GPU 与异构存储介

质间的通信共用链路。频繁的 GPU 卡间通

信会加剧异构存储介质间的数据传输开销。

为解决上述问题，清华大学提出了面向消

费 级 GPU 服 务 器 的 大 模 型 训 练 系 统

Mobius[18]。 Mobius 采 用 了 基 于 异 构 存 储

介质的流水线并行训练策略，显著减少了

训 练 过 程 中 GPU 间 的 数 据 通 信 量 。

Mobius 将数据传输与模型计算并行化，以

隐藏数据传输带来的开销。此外，Mobius

设计了拓扑感知的通信调度策略，将流水

线 中 相 邻 的 通 信 散 布 至 处 于 不 同 CPU 

Root Complex 上的 GPU 中，以减少通信

竞 争 。 Mobius 会 优 先 传 输 先 被 使 用 的 数

据，以减少通信对计算的阻塞。

2.2.2　推理阶段的存储扩容

在面向推理的显存扩容研究中，有一

类研究聚焦于将模型参数卸载至异构存储

介质。研究人员发现[19]，在推理过程中，

每层模型参数计算得到的向量中大量位置

的值为 0。例如 OPT 模型中，每层输出的

表 1　A100 GPU 访问不同存储介质的读写带宽

访问介质

本地显存

其他GPU显存

本地DRAM

本地SSD

远程DRAM

链路

GPU内部总线

NVLink

PCIe 4.0 ×16

PCIe 4.0 ×16

PCIe 4.0 ×4

InfiniBand

Ethernet

读带宽/(GB·s-1)

1 638

300

32

32

6.9

25

1.25

写带宽/(GB·s-1)

1 638

300

32

32

4.1

25

1.25
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向量中超过 90% 的位置的数值为 0。因此，

部分研究使用预测器[20]，基于每层的输入

向量预测每层输出向量的非零位置，然后

仅将非零位置对应的模型参数上传至显存

用于计算。这显著降低了数据在异构存储

介质之间的传输量。

还有一类研究将 KV Cache 卸载至异

构 存 储 介 质 。 受 限 于 PCIe 的 带 宽 ， 卸 载

KV Cache 至 DRAM 或者 SSD 会引入相较

于 计 算 近 50 倍 的 传 输 开 销 ， 这 会 浪 费

GPU 的计算资源并且增加推理延迟。为降

低 卸 载 KV Cache 带 来 的 通 信 开 销 ，

InfiniGen[21] 基 于 KV Cache 的 语 义 信 息 ，

动 态 计 算 每 轮 推 理 中 每 个 token 对 应 的

KV Cache 的 重 要 性 ， 并 仅 上 传 关 键 的

token 对应的 KV Cache 至 GPU 显存用于

推理。此外，部分研究通过存算协同卸载

的方式降低通信开销。清华大学的研究人

员 发 现[22]： 从 硬 件 角 度 来 说 ， 相 较 于

GPU， CPU 单 位 算 力 对 应 的 存 储 容 量 更

高 ； 从 算 法 角 度 来 说 ， 相 较 于 非 KV 

Cache 相 关 的 算 子 ， KV Cache 相 关 算 子

单 位 计 算 所 需 的 存 储 容 量 更 高 。 因 此 ，

CPU 的存算资源比和 KV Cache 相关算子

的 存 算 需 求 比 更 吻 合 。 基 于 此 ，

FastDecode[22] 使 用 CPU DRAM 存 储 KV 

Cache， 并 将 KV Cache 相 关 算 子 的 计 算

协同卸载至 CPU，仅上传 KV Cache 相关

算子的计算结果至 GPU。相较于传输 KV 

Cache 至 GPU 显 存 ， FastDecode 可 以 显

著降低通信量。

3　　大模型时代的数据容错

3.1　大模型时代的数据容错需求与
挑战

大模型训练需要耗费大量时间和海量的

计算资源，显著提高了训练过程中出现软硬

件故障的风险。例如，OPT-175B 模型训练

使用了 992 张 A100 80 GB GPU，训练过程

中共发生了 105 次故障，其中最长的一段

连续无故障训练时间仅为 2.8 天。然而，由

于 GPU 显存属于易失存储介质，故障会造

成训练数据丢失。此外，大模型训练通常

采取分布式训练模式，故障会扩散到整个

集群中。GPU 训练中有两类不同的通信模

式，即点到点通信和集合通信。如图图 88 所

示，在点到点的通信模式中，失效 GPU 的

前继 GPU 的计算结果无法继续向下传递，

而后继 GPU 无法得到新的输入用于计算；

在集合通信模式中，同步阶段无法得到失

效 GPU 的计算结果，从而阻塞后续的计算。

大模型训练过程中的数据容错需求高，

但是直接使用以 CPU 为中心的容错技术会

带来高昂的开销。以 CPU 为中心的计算应

用通常采用检查点技术对数据进行容错。以

高性能计算中的检查点技术为例，系统会定

期暂停计算任务，并将内存中的数据、进程

状态和计算进度等保存至持久性存储介质

中；当系统发生故障时，计算任务可以从最

近的检查点开始重新执行，从而节省计算资

源和时间。随着大模型规模的不断扩大，训

练中数据量和计算量急剧增加，大模型的训

练严重依赖计算高度并行的 GPU。然而，

GPU 读写持久化存储介质的带宽远低于其算

=?D9;+;2
=?D;++;2

;?GPU ;?GPU

GPU1

GPU2

GPU1

GPU2

GPU3
GPU3

�a�++++=?6; �b�0/=?6;

图 8　两类故障模式
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力带宽，这暴露了传统检查点技术的局限

性。具体而言，由于 GPU 与持久化存储介

质间的数据传输带宽较低，传统检查点技术

在保存或恢复检查点时，数据 I/O 会长时间

阻塞计算任务，导致计算资源被严重浪费。

根据 UIUC 的测算[23]，若在大模型训练中使

用传统检查点技术，数据传输时长会占据训

练总时长的 70%。

3.2　大模型时代下的数据容错技术

为降低大模型训练过程中的容错开销，

一类方法基于大模型训练特征重新设计检

查点技术，以减少检查点的写入开销；另

一类方法通过在多张 GPU 上重复大模型训

练中的计算任务，以实现模型训练结果的冗

余，从而避免检查点带来额外的 I/O 开销。

（1） 检查点技术

针对大模型训练检查点写入的优化，有

研究基于大模型训练流程，设计了异步持

久化检查点技术，减少容错过程中 I/O 对计

算的阻塞。多伦多大学提出的 CheckFreq

系统[24]，将检查点写入过程分为快照和持

久化两个阶段，以避免因数据持久化开销

过高导致的计算阻塞。具体而言，在快照

阶段系统将更新后的参数副本保存在显存

或者内存中；在持久化阶段，系统再将快

照的模型参数写入持久化介质中。由于快

照后的模型数据与训练过程中使用的模型

数据是相互独立的，持久化操作可以在后

台进行，不影响后续的计算任务。

此外，还有研究利用大模型并行训练特

征，加速检查点 I/O 吞吐。微软 DeepSpeed

团队提出的 FastPersist 系统[25]利用数据并

行训练模式下多 GPU 共享相同模型数据的

特性，将同一检查点数据的不同分块并行

写入多个 GPU 中，利用聚合 PCIe 带宽加

速检查点写入过程。

（2） 冗余计算

部分研究基于大模型并行训练的特征，

在无须持久化写入检查点的情况下实现容

错 功 能 。 加 州 大 学 洛 杉 矶 分 校 提 出 的

Bamboo 系统[23] 利用冗余计算机制代替传

统的检查点持久化，以实现容错功能。该

机制利用大模型流水线并行训练策略中产

生的计算气泡，在相邻节点上对模型数据

进行冗余计算；当某个节点发生故障时，

其相邻节点可以代为执行故障节点的前向

计 算 和 反 向 计 算 。 密 歇 根 大 学 提 出 的

Oobleck 系统[26] 利用大模型数据并行训练

策略中的冗余模型数据代替持久化的检查

点。具体地，当某个数据并行组内的 GPU

出现故障时，该系统直接从其他并行组的

GPU 中 拉 取 模 型 参 数 ， 从 而 恢 复 训 练

任务。

4　　结束语

本文详细阐述了大模型时代下存储系

统面临的挑战，并介绍了现有大模型存储

技术在数据管理、容量扩展以及数据容错

方面的进展。随着大模型的持续发展，大

模型时代的存储系统可在以下方面进行深

入研究。

（1） 绿色存储

大模型的全生命周期需要大量的存储

设备，以满足海量数据的存储需求。在模

型训练阶段，需要高读写带宽的显存 （如

HBM） 来存储训练数据，以匹配 GPU 的

高算力；在模型推理阶段，需要大量显存

来 存 储 模 型 参 数 和 上 下 文 信 息 （即 KV 

Cache）， 以 满 足 推 理 的 低 时 延 需 求 。 然

而，大规模存储设备的使用会产生大量的

碳排放。为实现大模型全周期的绿色云存

储，一方面，需要考虑如何在大模型全生
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命周期中进行存算协同设计，以减少存储

需求；另一方面，还需探讨如何在满足性

能 要 求 的 前 提 下 ， 选 择 能 耗 更 低 的 存 储

介质。

（2） 云端协同存储

在模型训练阶段，云端协同存储可以

为用户提供个性化的大模型微调服务，同

时充分利用端侧算力降低服务提供商的训

练成本。在模型推理阶段，云端协同存储

可以为用户提供离线推理服务，以保护用

户隐私。然而，云端协同存储面临一些新

的问题，比如如何分配云端两侧的存算任

务、如何降低云端两侧的数据传输开销等。

（3） 系统与算法的协同设计

在大模型时代，算法领域需要面向硬

件和系统特性重新设计大模型的训练与推

理算法，使大模型训练与推理过程中的存

算传需求吻合硬件和系统特性，从而充分

发挥硬件和系统的性能。此外，硬件系统

领域也需要针对大模型的算法特性重新设

计领域专用的硬件和系统，以提高大模型

训练与推理性能。
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